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Abstract  
Mushrooms are one of the groups of living organisms in the fungal regnum which have umbrella-

like body characteristics. The body consists of an upright part that functions as a rod to support 

the hood as well as a hood that is horizontal and rounded with different color variations. There 

are types of mushrooms that can be a food source for humans. Some types of mushrooms can be 

eaten or processed like other foods. Apart from that, some types of mushrooms are dangerous if 

consumed by humans because they are poisonous. Based on these problems, this study offers a 

new contribution in identifying types of poisonous and non-toxic mushrooms based on 

mushroom characteristics using the CART algorithm combined with the LogitBoost boosting 

algorithm. The aim of this research can be used as material for further studies in making tools 

that can effectively and accurately differentiate between poisonous and non-toxic types of 

mushrooms. This can help reduce cases of poisoning due to consumption of poisonous 

mushrooms. The data used is secondary data from public sources UCI Machine Learning 

Repository. Evaluation of model performance resulted in an accuracy of 98.79%; recall 98.70%; 

specificity 98.85%; precision 98.56%; F1-Score 98.63%, and AUC 0.9876. These results show 

that the model is very effective in detecting poisonous mushrooms and has minimal errors in 

classification. 
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Abstrak   
Jamur merupakan salah satu kelompok jasad hidup dalam regnum fungi yang memiliki 

karakteristik tubuh seperti payung. Tubuhnya terdiri dari bagian tegak yang berfungsi sebagai 

batang menyangga tudung serta tudung yang berbentuk mendatar dan membulat dengan variasi 

warna berbeda. Terdapat jenis jamur yang dapat menjadi sumber makanan bagi manusia. 

Beberapa jenis jamur dapat dimakan atau diolah seperti bahan pangan lainnya. Selain itu, 

beberapa jenis jamur ada yang berbahaya jika dikonsumsi oleh manusia kerena memiliki racun. 

Berdasarkan permasalahan tersebut, pada studi ini menawarkan konstribusi baru dalam 

melakukan identifikasi jenis jamur yang beracun dan tidak beracun berdasarkan karakteristik 
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jamur dengan menggunakan algoritma CART yang dikombinasikan dengan algoritma penguat 

LogitBoost. Tujuan dari penelitian ini dapat dijadikan bahan kajian selanjutnya dalam pembuatan 

alat yang dapat secara efektif dan akurat membedakan jenis jamur beracun dan tidak beracun. 

Dengan demikian dapat membantu mengurangi kasus keracunan akibat konsumsi jamur beracun. 

Data yang digunakan adalah data sekunder dari sumber publik UCI Machine Learning 

Repository. Hasil penelitian diperoleh model terbaik dengan parameter optimal, yaitu rasio data 

adalah 90:10, kedalaman pohon (maxdepth) adalah 5, dan jumlah pohon (ntree) adalah 1000. 

Evaluasi kinerja model menghasilkan akurasi 98,79%; recall 98,70%; spesifisitas 98,85%; presisi 

98,56%; F1-Score 98,63%, dan AUC 0,9876. Hasil ini menunjukkan model sangat efektif dalam 

mendeteksi jamur yang beracun dan minim kesalahan dalam klasifikasi. 

Kata kunci: CART, Jamur, LogitBoost, Beracun, Tidak Beracun 

 

1.  PENDAHULUAN 

Jamur merupakan salah satu kelompok jasad hidup dalam regnum fungi yang memiliki 

karakteristik tubuh seperti payung [14]. Tubuhnya terdiri dari bagian tegak yang berfungsi 

sebagai batang menyangga tudung serta tudung yang berbentuk mendatar dan membulat 

dengan variasi warna berbeda. Selain itu jamur memiliki keunikan yaitu memiliki sirip 

dibawah tudungnya dan dapat mengeluarkan memar atau darah seperti makhluk hidup 

lainnya. 

Jamur dapat diselidiki pada dua aspek yang berlainan yaitu merusak dan berguna [1]. 

Terdapat jenis jamur yang dapat menjadi sumber makanan bagi manusia. Beberapa yang 

dapat dimakan atau diolah seperti bahan pangan lainnya. Jamur yang bisa dimakan tidak 

kurang dari 600 jenis, sekitar 35 jenis diantaranya budidayakan secara komersial. Namun, 

beberapa jenis jamur ada yang berbahaya jika dikonsumsi oleh manusia kerena memiliki 

racun. Beberapa jenis jamur beracun memiliki rupa seperti jamur yang dapat dikonsumi. 

Kemiripan ini yang biasa menjadi kesalahan orang-orang dalam mengidentifikasi sehingga 

jamur beracun disangka dapat dimakan. Akibatnya seseorang yang mengonsumsi jamur 

tersebut mengalami keracunan bahkan berisiko hingga kehilangan nyawa. 

Berdasarkan permasalahan tersebut, pada studi ini akan dilakukan identifikasi jenis 

jamur yang beracun dan tidak beracun berdasarkan karakteristik jamur. Tujuan dari 

penelitian ini dapat dijadikan bahan kajian selanjutnya dalam pembuatan alat yang dapat 

secara efektif dan akurat membedakan jenis jamur beracun dan tidak beracun. Dengan 

demikian dapat membantu mengurangi kasus keracunan akibat konsumsi jamur beracun.  

Beberapa penelitian sebelumnya membahas terkait klasifikasi jenis jamur beracun dan 

tidak beracun. Penelitian oleh Batubara, dkk. [6] yang mengklasifikasikan jamur beracun 

dan tidak beracun menggunakan algoritma Naive Bayes dan K-Nearest Neighbour (KNN). 

Penelitian oleh Wahdini [22] yang mengimplementasikan metode bayesian network dalam 

klasifikasi jamur beracun dan tidak beracun. Penelitian oleh Sahu, dkk. [18] 

membandingkan algoritma Random Forest, Bagging, Gradient Boosting, Adaboost, dan 

Extreme Gradient Boosting dalam klasifikasi jamur beracun dan tidak beracun. Kasus 

serupa dikaji oleh Tutuncu, dkk. [20] dengan membandingkan algoritma Naive Bayes, 

Decision Tree, Support Vector Machine dan Adaboost. Berdasarkan dua penelitian 

sebelumnya Sahu, dkk. [18] dan Tutuncu, dkk. [20] masing-masing memberikan kinerja 

model terbaik dengan algoritma Adaboost. Adaboost merupakan algoritma berulang yang 

melatih dan menggabungkan beberapa model lemah sehingga menjadi sebuah model yang 
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kuat sehingga dapat mencapai akurasi yang akurat [4][15]. Algoritma yang memiliki 

kemiripan dengan Adaboost dapat diindentifikasikan sebagai algoritma LogitBoost karena 

keduanya memiliki karakteristik yang serupa yaitu berbasis boosting. 

Studi kasus ini akan memberikan eksplorasi baru dalam identifikasi jenis jamur beracun 

dan tidak beracun dengan menggunakan algoritma klasifikasi seperti Classification and 

Regression Tree dengan LogitBoost (CART-LogitBoost). CART-LogitBoost adalah 

gabungan dari dua teknik berbeda. CART merupakan pengklasifikasi dasar yang 

menghasilkan model berupa pohon keputusan. Sedangkan LogitBoost adalah teknik 

peningkatan khusus yang dirancang untuk meningkatkan akurasi prediksi model dengan 

memberikan prioritas yang lebih besar pada contoh-contoh yang salah dikategorikan pada 

setiap iterasi, sehingga memperbaiki kesalahan dan memperkuat model. Algoritma 

LogitBoost digunakan untuk membangun model regresi logistik di setiap node pohon, 

kemudian digunakan pendekatan CART untuk pemangkasan [19]. Pemangkasan sangat 

penting untuk menghindari overfitting.  

Penelitian oleh Cao, dkk. [7], menerapkan algoritma CART-LogitBoost dalam 

pengenalan beton keropos menggunakan pemerosesan gambar yang dioptimalkan secara 

metaheuristik. Hasil peneltian diperoleh tingkat akurasi 88,3%; presisi 88,9%; recall 87,4%; 

score-F1 88,1%; dan nilai prediksi negatif 87,4%. Penelitian oleh Alhalya, dkk. [2], 

perbandingan LogitBoost, Bagging, dan support vector machine (SVM) dalam segmentasi 

otomatis dan klasifikasi gambar thermal tangan di rheumatoid arhhritis. Hasil penelitian 

diperoleh pengklasifikasi LogitBoost berkinerja lebih baik dengan akurasi 93,75% 

menggunakan teknik validasi silang 10 kali lipat dibandingkan dengan pengklasifikasi 

lainnya. Penelitian oleh Zandi, dkk [23] yang meneliti jaringan interaksi protein global 

dalam ragi Saccharomyces cerevisiae dan Helicobacter pylori dengan algoritma LogitBoost 

dan 10-cross validation. Hasil evaluasi dengan dataset mencapai akurasi 94,39% dan 

97,89%. Penelitian lainnya oleh Fauzi, dkk. [11], membandingkan metode LogitBoost dan 

Bagging dalam mendeteksi penyakit kanker payudara dengan seleksi fitur berbasis principal 

component analysis (PCA). Berdasarkaningkat akurasi, hasil prediksi dengan PCA berbasis 

LogitBoost sebesar 77.5862%, lebih baik dibandingkan dengan Bagging. 

 

2.  METODOLOGI PENELITIAN 

2.1 Sumber Data dan Variabel Penelitian 

Penelitian ini menggunakan dataset yang berasal dari sumber publik UCI Machine 

Learning Repository [21]. Dataset terdiri dari 61069 sampel dengan berbagai variabel. 

Adapun variabel penelitian terdiri dari dua jenis yaitu variabel independen (𝑋) dan variabel 

dependen (𝑌) yang disajikan pada Tabel 1. 

 

Tabel 2.1. Variabel dan Jenis Data 

Variabel  Jenis data 

Kelas jamur (Y) 2 kategori 

Diameter tudung jamur (𝑋1) Numerik (cm) 

Bentuk tudung jamur (𝑋2) 7 kategori 

Permukaan tudung jamur (𝑋3) 10 kategori 
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Warna tudung jamur (𝑋4) 12 kategori 

Apakah jamur memiliki memar atau mengeluarkan cairan? (𝑋5) 2 kategori 

Cara lamela jamur menempel pada batang (𝑋6) 8 kategori 

Jarak lamela jamur (𝑋7) 3 kategori 

Warna lamela jamur (𝑋8) 13 kategori 

Tinggi batang jamur (𝑋9) Numerik (cm) 

Lebar batang jamur (𝑋10) Numerik (cm) 

Bentuk pangkal jamur (𝑋11) 7 kategori 

Permukaan batang jamur (𝑋12) 11 kategori 

Warna batang jamur (𝑋13) 13 kategori 

Jenis tirai jamur (𝑋14) 2 kategori 

Warna tirai jamur (𝑋16) 13 kategori 

Apakah jamur memiliki cincin? (𝑋16) 2 kategori 

Jenis cincin pada jamur (𝑋17) 12 kategori 

Warna Spora (𝑋18) 12 kategori 

Habitat (𝑋19) 8 kategori 

Musim tumbuh (𝑋20) 4 kategori 

 

2.2 Classification and Regression Tree (CART) 

Classification and regression tree (CART) merupakan algoritma klasifikasi atau regresi 

yang menghasilkan model berupa pohon keputusan. Klasifikasi CART dilakukan dengan 

tiga tahapan yaitu membuat pohon klasifikasi dengan prosedur pembentukan menggunakan 

pemisahan simpul rekursif, memangkas pohon sehingga mendapatkan pohon yang lebih 

sederhana, dan menentukan pohon klasifikasi optimal [16]. CART dibangun dengan 

menggunakan kriteria Index Gini. Index Gini merupakan metode perhitungan yang 

ditujukan pada semua variabel independen dengan tujuan memberikan penilaian 

berdasarkan tingkat berpengaruhnya terhadap variabel dependen. Misalkan 𝐹 merupakan 

himpunan data berisi 𝑛 sampel dan 𝑚 variabel independen dengan semua sampel 𝑖 
dinyatakan sebagai vektor (𝑥1, 𝑥2, 𝑥3, ⋯ , 𝑥𝑚) dan salah satu kategori pada variabel 

dependen adalah 𝑐. Index Gini pada varabel 𝑗 dapat dinyatakan sebagai berikut [3]. 

 

𝐺𝑖𝑛𝑖(𝑗) = 1 − ∑(𝑃( 𝑐𝑘|𝑥𝑗))2                      (1) 

dengan 𝑃(𝑐𝑘|𝑥𝑗) merupakan peluang kelas 𝑐𝑘 pada variabel independen ke 𝑥𝑗. Peluang 

𝑃(𝑐𝑘|𝑥𝑗) dapat dihitung melalui total sampel oleh kelas 𝑐𝑘 dibagi dengan total keseluruhan 

sampel untuk setiap pemisahan. 

2.3 LogitBoost 

Friedman dkk. [12] memperkenalkan LogitBoost sebagai algoritma yang dibangun dengan 

meminimalkan Bernoulli log-likelihood melalui algoritma Newton adaptif untuk 

menyesuaikan model regresi logistik aditif. Peningkatan Logit memperluas AdaBoost 

Diskrit dalam dua cara [9]. Pertama, ia menggunakan kemungkinan log Bernoulli sebagai 



37 

JURNAL MATEMATIKA, STATISTIKA DAN KOMPUTASI 
Moch. Anjas Aprihartha, Zulhandi Putrawan, Dicky Zulhan, Fatma Ahardika 

Nurfaizal 

gantinya fungsi eksponensial sebagai fungsi kerugian. Selain itu, memperbarui 

pengklasifikasi dengan menambahkan model linier, bukan pembelajar biner yang lemah.  

Diberikan 𝑦∗ =
𝑦+1

2
∈ {0,1} dengan 𝑦 = {−1,1}. 𝐹(𝑥) merupakan fungsi pengklasifikasi 

gabungan dengan 𝑥 tetap dan 𝑦 merupakan variabel dependen kategori biner. Probabilitas 

prediksi dapat dicapai dengan 

𝑝(𝑥) =
𝑒𝐹(𝑥)

𝑒𝐹(𝑥)+𝑒−𝐹(𝑥)
=

1

1+𝑒−2𝐹(𝑥)
            (2) 

Fungsi log-likelihood Bernaulli dinyatakan sebagai 

𝑙(𝑦∗, 𝑝(𝑥)) = − ln(1 + 𝑒−2𝑦𝐹(𝑥))            (3) 

Menentukan 𝑧 yang meminimalkan 𝑙(𝑦∗, 𝑝(𝑥)) dengan pendekatan Newton. 

∂𝑙(𝑦∗,𝑝(𝑥))

∂(𝐹(𝑥))
=

∂(− ln(1+𝑒−2𝑦𝐹(𝑥)))

∂(𝐹(𝑥))
  

    =
2𝑦𝑒−𝑦𝐹(𝑥)

1+𝑒−2𝑦𝐹(𝑥)  

    = 𝑦∗ −
1

1+𝑒−2𝐹(𝑥) 

∂2𝑙(𝑦∗,𝑝(𝑥))

∂2(𝐹(𝑥))
=

∂𝑙

∂(𝐹(𝑥))
(

2𝑦𝑒−𝑦𝐹(𝑥)

1+𝑒−2𝑦𝐹(𝑥))  

  = (1 −
1

1+𝑒−2𝑦𝐹(𝑥))
1

1+𝑒−2𝑦𝐹(𝑥)           (4) 

Asumsikan probabilitas sukses ketika 𝑦 = 1 maka persamaan (4) menjadi 

(1 −
1

1+𝑒−2𝐹(𝑥))
1

1+𝑒−2𝐹(𝑥)           (5) 

Sehingga nilai 𝑧 optimum diperoleh dengan 

𝑧 =
𝑦∗−

1

1+𝑒−2𝐹(𝑥)

(1−
1

1+𝑒−2𝑦𝐹(𝑥))
1

1+𝑒−2𝑦𝐹(𝑥)

          (6) 

Jika 𝑝(𝑥) =
1

1+𝑒−2𝐹(𝑥) makan 𝑧 dapat disederhanakan menjadi 

𝑧 =
𝑦∗−𝑝(𝑥)

(1−𝑝(𝑥))𝑝(𝑥)
            (7) 

dengan (1 − 𝑝(𝑥))𝑝(𝑥) menyatakan bobot 𝑤. 
 Diberikan pertimbangan pembaharuan 𝐹(𝑥) + 𝑓(𝑥) dan ekspektasi log likelihood 

sebagai berikut. 

𝐸[𝑙(𝐹 + 𝑓)] = 𝐸[2𝑦∗(𝐹(𝑥) + 𝑓(𝑥)) − log[1 + 𝑒2(𝐹(𝑥)+𝑓(𝑥))]]        (8) 

Pada kondisi 𝑥 bersyarat, akan ditentukan turunan pertama, 𝑠(𝑥) dan turunan kedua, 𝐻(𝑥) 

ketika 𝑓(𝑥) = 0 pada persamaan (8). 

   𝑠(𝑥) =
∂(𝐸[𝑙(𝐹+𝑓)])

∂𝑓(𝑥)
|
𝑓(𝑥)=0

  

=
∂(𝐸[2𝑦∗(𝐹(𝑥)+𝑓(𝑥))−log[1+𝑒2(𝐹(𝑥)+𝑓(𝑥))]])

∂𝑓(𝑥)
|
𝑓(𝑥)=0

   

= 2𝐸 (𝑦∗ −
1

1+𝑒−2𝐹(𝑥))  

      𝑠(𝑥) = 2𝐸(𝑦∗ − 𝑝(𝑥)|𝑥),              (9) 

  𝐻(𝑥) =
∂2(𝐸[𝑙(𝐹+𝑓)])

∂2𝑓(𝑥)
|
𝑓(𝑥)=0

  

=
∂2(𝐸[2𝑦∗(𝐹(𝑥)+𝑓(𝑥))−log[1+𝑒2(𝐹(𝑥)+𝑓(𝑥))]])

∂2𝑓(𝑥)
|
𝑓(𝑥)=0
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= −4 [
1

1+𝑒−2𝐹(𝑥) (1 −
1

1+𝑒−2𝐹(𝑥))]  

  𝐻(𝑥) = −4𝐸(𝑝(𝑥)(1 − 𝑝(𝑥))|𝑥)                       (10) 

dengan 𝑝(𝑥) didefinisikan dalam bentuk 𝐹(𝑥). Pembaruan Newton menjadi 

𝐹(𝑥) ← 𝐹(𝑥) − 𝑓(𝑥)  

          = 𝐹(𝑥) −
𝑠(𝑥)

𝐻(𝑥)
  

             = 𝐹(𝑥) −
2𝐸(𝑦∗−𝑝(𝑥)|𝑥)

−4𝐸(𝑝(𝑥)(1−𝑝(𝑥))|𝑥)
 

             = 𝐹(𝑥) +
1

2
𝐸𝑤 (

𝑦∗−𝑝(𝑥)

𝑝(𝑥)(1−𝑝(𝑥))
| 𝑥)          (11) 

Secara ekuivalen, dengan pembaharuan newton 𝑓(𝑥) dapat menyelesaikan perkiraan 

kuadrat terkecil tertimbang (𝐹(𝑥)) ke fungsi log likelihood. 

min
𝑓(𝑥)

𝐸𝑤(𝑥) (𝐹(𝑥) +
1

2
𝐸𝑤 (

𝑦∗−𝑝(𝑥)

𝑝(𝑥)(1−𝑝(𝑥))
) − (𝐹(𝑥) − 𝑓(𝑥)))         (12) 

 

2.4 Uji Performa Model 

Confusion matrix merupakan alat yang efektif dalam menilai seberapa baik algoritma 

pengklasifikasi dalam mengidentifikasi pola dari berbagai kelas. Confusion matrix terdiri 

dari seperangkat baris dan kolom yang menampilkan hasil uji. model klasifikasi dalam 

bentuk tabel. Pada baris mencerminkan kelas-kelas aktual atau kelas observasi sedangkan 

pada kolom mewakili kelas-kelas prediksi. Akurasi adalah salah satu indikator yang paling 

banyak digunakan dalam klasifikasi kelas dan dalam perhitungannya mengambil data dari 

confusion matrix [8]. 

 

Tabel 2.2. Confusion Matrix 

 Kelas Prediksi 

Ya Tidak  

Kelas Observasi Ya a b 

Tidak  c d 

 

Untuk mengetahui kinerja model dapat menggunakan alat ukur sebagai berikut [4][5][17]. 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =
𝑎+𝑑

𝑎+𝑏+𝑐+𝑑
× 100%         (13) 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑎

𝑎+𝑏
× 100%         (14)  

𝑆𝑝𝑒𝑠𝑖𝑓𝑖𝑠𝑖𝑡𝑎𝑠 =
𝑑

𝑐+𝑑
× 100%         (15) 

𝑃𝑟𝑒𝑠𝑖𝑠𝑖 =
𝑎

𝑎+𝑐
× 100%                (16) 

𝐹1 𝑆𝑐𝑜𝑟𝑒 = 2 ×
𝑃𝑟𝑒𝑠𝑖𝑠𝑖×𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑠𝑖𝑠𝑖+𝑅𝑒𝑐𝑎𝑙𝑙
× 100%         (17) 

𝐴𝑈𝐶 =
1+(

𝑎

𝑎+𝑏
)−(1−

𝑑

𝑐+𝑑
)

2
          (18) 

 

Interpretasi kategori nilai AUC sebagai berikut [16]. 

o 0,90 − 1,00 = Klasifikasi Sempurna 
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o 0,80 − 0,89 = Klasifikasi Baik 

o 0,70 − 0,79 = Klasifikasi Cukup Baik 

o 0,60 − 0,69 = Klasifikasi Kurang Baik 

o 0,50 − 0,59 = Klasifikasi Gagal 

 

2.5 Tahapan Penelitian 

Langkah-langkah dalam analisis data sebagai berikut: 

a. Membuang data yang tidak lengkap atau tidak konsisten sehingga dapat 

mengganggu proses analisis. 

b. Mendeskripsikan masing-masing variabel untuk melihat gambaran awal dataset 

yang dianalisis. 

c. Menganalisis data dengan melibatkan pengklasifikasi dasar yaitu CART dan 

proses boosting melibatkan teknik Logitboost dalam optimasi bobot optimal. 

Dalam analisis data memperhatikan parameter seperti rasio data training dan 

data testing, kedalaman data, dan jumlah pohon yang dibentuk. 

d. Menguji model akhir menggunakan data testing. 

e. Menginterpretasi hasil. 

 

3.  HASIL DAN PEMBAHASAN 

3.1 Eksplorasi Data 

Hasil investigasi data yang diperoleh dari UCI Machine Learning Repository [21] 

ditemukan beberapa variabel yang mengandung data yang hilang (missing value). Variabel 

yang terdapat missing value yaitu permukaan tudung jamur, cara lamela jamur menempel 

pada batang, jarak lamela jamur, bentuk pangkal jamur, permukaan batang jamur, jenis tirai 

jamur, warna tirai jamur, jenis cincin pada jamur, warna spora. Oleh karena itu, variabel 

tersebut diabaikan dalam penelitian ini karna dapat menggangu proses analisis selanjutnya. 

Pada Gambar 3.1. Grafik bentuk tudung jamur menunjukkan bahwa bentuk tudung 

convex (𝑥) paling banyak ditemukan 13974 jamur beracun, sedangkan bentuk tudung 

conical (𝑐) paling sedikit ditemukan 774 jamur tidak beracun. Grafik warna tudung jamur 

menunjukkan bahwa warna tudung coklat paling banyak ditemukan pada jamur beracun dan 

tidak beracun dengan masing-masing 11811 amatan dan 12407 amatan. Grafik jamur 

memar atau mengeluarkan cairan (does bruise or bleed) menunjukkan bahwa ada 28240 

jamur beracun yang memar atau mengeluarkan cairan sedangkan ada 4942 jamur tidak 

beracun yang tidak memar atau mengeluarkan cairan. Grafik warna lamela jamur (gill color) 

menunjukkan bahwa warna lamela putih (𝑤) paling banyak ditemukan pada jamur tidak 

beracun dibandingkan warna lamela merah (𝑒). Hal yang sama ditemukan pada grafik warna 

batang jamur (stem color), batang berwarna putih paling banyak ditemukan pada jamur 

tidak beracun sedangkan batang berwarna coklat tidak ditemukan jamur tidak beracun, 

demikian pula batang berwarna biru tidak ditemukan jamur yang beracun. Grafik jamur 

yang memiliki cincin (has ring) menunjukkan bahwa jamur yang memiliki cincin lebih 

banyak pada jamur beracun dibandingkan yang tidak beracun. Grafik habitat jamur 

menunjukkan ada 24046 jamur beracun ditemukan di pohon (𝑑) sedangkan tidak ditemukan 



40 

JURNAL MATEMATIKA, STATISTIKA DAN KOMPUTASI 
Moch. Anjas Aprihartha, Zulhandi Putrawan, Dicky Zulhan, Fatma Ahardika 

Nurfaizal 

jamur beracun di limbah (𝑤) atau perkotaan (𝑢). Grafik musim (season) menunjukkan 

bahwa ditemukan jamur beracun dan tidak beracun paling banyak pada musim gugur (𝑎). 

Pada musim gugur ditemukan 17392 jamur beracun dan 12785 jamur tidak beracun. 

 

 
Gambar 3.1. Asosiasi Variabel Indenpenden Kategorik dan Variabel Dependen 

 

 
Gambar 3.2. Asosiasi Variabel Indenpenden Numerik dan Variabel Dependen 

 

Pada Gambar 3.2 diperlihatkan bahwa diameter tudung, tinggi dan lebar batang jamur 

beracun lebih besar dibandingkan dengan jamur tidak beracun. Grafik diameter jamur 

menunjukkan bahwa jamur beracun memiliki rata-rata diameter tudung 7,90 cm lebih besar 

dibandingkan jamur tidak beracun yaitu 5,88 cm. Grafik tinggi batang jamur menunjukkan 

bahwa jamur beracun memiliki rata-rata tinggi batang 7,04 cm lebih tinggi dibandingkan 

jamur tidak beracun yaitu 6,21 cm. Grafik lebar batang jamur menunjukkan bahwa jamur 
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beracun memiliki rata-rata lebar batang 14,36 cm lebih besar dibandingkan jamur tidak 

beracun yaitu 10,36 cm.  

 

3.2  Evaluasi Model CART-LogitBoost 

Tahap awal akan dilakukan pemodelan CART-Logitboost dengan parameter yang telah 

ditentukan secara default, yaitu pada kedalaman maksimum setiap pohon sama dengan tiga 

(maxdepth = 3) dan jumlah pohon adalah 100 (ntree = 100), untuk memilih rasio data 

training dan data testing yang terbaik berdasarkan out of bag (OOB) error rate. estimasi 

OOB dilakukan dengan mengambil amatan secara bootstrap sehingga terbentuk sampel 

bootstrap, beberapa amatan yang tidak terambil disebut out of bag data [10]. Pada sampel 

out of bag data dibangun pohon-pohon keputusan yang selanjutnya digunakan untuk 

prediksi sampel data training. Out of bag error rate diperoleh dengan menghitung rata-rata 

tingkat kesalahan prediksi pada setiap pohon dari sampel out of bag data. Hasil uji disajikan 

pada Tabel 3.1.  

 

Tabel 3.1. OOB Error Rate Terhadap Proporsi Data 

Proporsi Data OOB 

60:40 0,174 

70:30 0,174 

80:20 0,182 

90:10 0,173 

 

Pada Tabel 3.1 memperlihatkan nilai OOB error rate cukup rendah, namun proporsi 

data 90:10 jauh lebih baik dengan OOB error rate paling rendah sebesar 0,173. Ini 

menunjukkan data training 90% dan data testing 10% dapat meningkatkan performa model 

CART-LogitBoost. 

Tahap kedua memilih kedalaman maksimum setiap pohon (maxdepth), dengan rasio 

data training dan data testing, yaitu 90:10 dan parameter ntree yang ditentukan secara 

default yaitu 100 pohon. Hasil uji model ditampilkan pada Tabel 3.2. 

 

Tabel 3.2. OOB Error Rate Terhadap Kedalaman Pohon 

Maxdepth OOB 

1 0,336 

2 0,241 

3 0,173 

4 0,160 

 5 0,141 

6 0,164 

7 0,176 

8 0,182 

9 0,182 

10 0,180 
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Berdasarkan Tabel 3.2, Nilai OOB error rate mengalami penurunan dari maxdepth 1 

sampai 5 kemudian terjadi peningkatan ketika maxdepth 6. Kedalaman level optimal pada 

maxdepth 5 yang memberikan OOB error rate terendah sebesar 0,141, sehingga kedalaman 

level ini adalah paling optimal dalam mengurangi terjadinya overfitting.  

Tahap ketiga memilih jumlah pohon (ntree), dengan rasio data training dan data testing, 

yaitu 90:10 dan maxdepth 5. Hasil uji disajikan pada Tabel 3.3. 

 

Tabel 3.3. OOB Error Rate Terhadap Jumlah Pohon 

Ntree OOB 

100 0,141 

200 0,132 

300 0,087 

400 0,067 

500 0,058 

600 0,037 

700 0,037 

800 0,032 

900 0,028 

1000 0,023 

 

Pada Tabel 3.3 diperlihatkan bahwa semakin meningkatnya jumlah pohon maka OOB 

error rate menurun secara konsisten. Hal ini berarti bertambahnya pohon akan 

meningkatkan performa model. Selain itu dengan lebih banyak pohon akan mengurangi 

varian dan dapat meningkatkan akurasi prediksi. Nilai OOB error rate terus menurun 

hingga jumlah pohon mencapai 1000 dengan menghasilkan OOB error rate sebesar 0,023.  

Pada tiga tahap yang telah dilakukan maka model terbaik diperoleh dengan parameter 

optimal, yaitu rasio data adalah 90:10, kedalaman pohon (maxdepth) adalah 5, dan jumlah 

pohon (ntree) adalah 1000. Dengan parameter-parameter ini, model akan mencapai 

keseimbangan terbaik dalam hal komplektisitas dan kemampuan generalisasi dalam 

memprediksi data baru.  

Selanjutnya dilakukan pengujian model dengan data testing untuk menunjukkan hasil 

kemampuan model pada parameter yang terpilih. Hasil uji disajikan dalam bentuk confusion 

matrix pada Tabel 3.4.  

 

Tabel 3.4. Confusion Matrix Model CART-LogitBoost 

 Kelas Prediksi 

Beracun Tidak Beracun 

Kelas Aktual Beracun 2664 35 

Tidak Beracun 39 3369 

 

Pada Tabel 3.4, Jumlah kasus yang terprediksi tepat sebagai jamur beracun sebanyak 

2664 amatan dan jumlah kasus yang terprediksi tepat sebagai jamur tidak beracun sebanyak 
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3369 amatan. Sisanya 74 amatan adalah missklasifikasi. Hasil evaluasi kinerja model 

CART-LogitBoost ditunjukkan pada Tabel 3.5. 

 

Tabel 3.5. Evaluasi Kinerja Model LogitBoost Pada Data Testing 

Pengukuran Hasil 

Akurasi 98,79% 

Recall 98,70% 

Spesifisitas 98,85% 

Presisi 98,56% 

F1-Score 98,63% 

AUC 0,9876 

 

Akurasi yang dihasilkan sebesar 98,79% yang berarti model berhasil 

mengklasifikasikan jamur beracun dan tidak beracun dengan tepat dalam 98,79% kasus. 

Recall sebesar 98,70% yang berarti model berhasil mengidentifikasi jamur yang beracun 

dengan tepat sebesar 98,70%. Spesifisitas 98,85% yang berarti model berhasil 

mengidentifikasi jamur yang tidak beracun dengan tepat sebesar 98,85%. Presisi sebesar 

98,56% yang berarti semua jamur yang diklasifikasikan sebagai beracun, sebesar 98,56% 

memang benar-benar beracun. F1-Score sebesar 98,63% menunjukkan kemampuan model 

yang sangat baik dalam mendeteksi jamur yang beracun. Nilai AUC sebesar 0,9876 

menunjukkan kemampuan model hampir sempurna dalam mengklasifikasikan jamur yang 

beracun dan jamur yang tidak beracun. Tingginya persentase akurasi, recall, spesifisitas, 

presisi, F1-Score, dan AUC menunjukkan model sangat efektif dalam mendeteksi jamur 

yang beracun dan minim kesalahan dalam klasifikasi. 

Penelitian dilakukan oleh Batubara, dkk. [6] yang mengklasifikasikan jamur beracun 

dan tidak beracun menggunakan algoritma Naive Bayes dan K-Nearest Neighbour (KNN). 

Pada algoritma Naive Bayes, akurasi, recall, dan presisi masing-masing sebesar 92%, 

91,5%, dan 92,5%. Pada algoritma KNN, akurasi, recall, dan presisi masing-masing sebesar 

98%, 98%, dan 92,5%. Penelitian lainnya oleh Wahdini [22] yang mengimplementasikan 

metode bayesian network dalam klasifikasi jamur beracun dan tidak beracun. Hasil evaluasi 

model dengan data testing menghasilkan akurasi sebesar 98%. Berdasarkan penelitian 

sebelumnya maka algoritma CART-LogitBoost memberikan kemampuan klasifikasi yang 

lebih baik dengan akurasi yang dihasilkan sebesar 98,79%. 

 

 

4.  KESIMPULAN  

Berdasarkan hasil dan pembahasan, dari dataset yang bejumlah 61069 sampel dengan 

sebelas variabel independen dan sebuah variabel dependen kategori biner akan dilakukan 

pemodelan dengan algoritma decision tree tipe CART yang dikombinasikan dengan 

algoritma LogitBoost.  Model CART-LogitBoost dibangun dengan tiga tahapan pengujian 

parameter untuk menghasilkan model terbaik. Setelah tiga tahap pengujian dilakukan 

diperoleh model terbaik dengan parameter optimal, yaitu rasio data adalah 90:10, 

kedalaman pohon (maxdepth) adalah 5, dan jumlah pohon (ntree) adalah 1000. Kemudian 

pada model tersebut dilakukan pengujian dengan data testing, dan menghasilkan persentase 
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akurasi, recall, spesifisitas, presisi, F1-Score yang sangat baik. Uji AUC diperoleh sebesar 

0,9876 yang menunjukkan model sangat efektif dalam mendeteksi jamur yang beracun dan 

minim kesalahan dalam klasifikasi. 
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